
Mais especificamente, as conexões de barreira de uma célula LSTM são de
três tipos definidas a seguir. Uma barreira i que limita a entrada de informação
para a célula, controlando portanto a operação de escrita na célula (do inglês input
gate). Uma barreira o que limita a sáıda da célula, controlando a leitura/consulta
da informação contida na célula (do inglês output gate). Uma barreira f que geren-
cia a manutenção ou esquecimento de valores na célula, controlando a limpeza da
informação contida na célula (do inglês forget gate). Sendo cada uma das três con-
troladas por seus próprios pesos aprendidos durante o treinamento, de maneira a
reagirem com o contexto (informação de entrada) para controle de suas funções.
São definidas por:

f (t) = σg(Wf x(t)+U f h(t−1)+ b f ) (33)

i(t) = σg(Wix(t)+Uih(t−1)+ bi) (34)

o(t) = σg(Wox(t)+Uoh(t−1)+ bo) (35)

onde Wf ,Wi,Wo são os pesos e b f ,bi,bo seus bias associados as conexões de entrada
para as respectivas barreiras f , i e o; enquanto que U f ,Ui,Uo representam os pesos
associados a retroalimentação da sáıda da célula para suas barreiras. As funções de
ativação σg tipicamente usadas nas barreiras são do tipo função sigmóide (portanto,
emitem sáıda no intervalo [0,1]). Com essa formulação, as três barreiras reagem
dinamicamente a cada instante t em reação ao sinal recebido como entrada x(t) e
também a sáıda produzida pela célula no instante anterior h(t−1).

O funcionamento da célula c por sua vez é definido por:

c(t) = f (t)◦ c(t−1)+ i(t)◦σc(Wcx(t)+Uch(t−1)+ bc) (36)

onde σc é tipicamente uma tangente hiperbólica e isoladamente realiza um proces-
samento equivalente ao de neurônios de camadas escondidas em RNNs tradicionais
uma vez que combina as ativações de entradas diretas x(t) ponderadas por pesos Wc
e bias bc com as recorrentes ponderadas pelos pesos Uc. A diferença da LSTM está
no fato que o valor produzido como sáıda de σc(t) pode ou não ser acumulado ao
estado corrente, de acordo com a barreira de entrada i(t) e a manutenção os não do
estado da célula ao longo de repetidas iterações é controlada pela barreira f .

Por fim, a sáıda da rede é controlada pela barreira o usando:

h(t) = o(t)◦σh(c(t)) (37)

onde h(t) representa o vetor de sáıda e a função de ativação σh tanto é definida
como uma tangente hiperbólica, como também por σh(x) = x na variação das LSTM
denominadas peephole LSTM.

O acréscimo das conexões de retroalimentação que exercem o papel de bar-
reiras faz com que a célula LSTM possua mais parâmetros do que o modelo original
RNN (apresentado na Seção 6.2.2.3). Além disso, enquanto no modelo original os
pesos de atualização dos estados ocultos são fixos ao longo das iterações, ao aplicar-se
a LSTM em uma sequência, a atualização dos estados ocultos ocorre dinamicamente.
Isso porque ao longo do tempo tal atualização é condicionada ao contexto por seus
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pesos estarem controlados por outras unidades escondidas que são as próprias bar-
reiras.

Com essa modelagem, a LSTM consegue aprender dependências de longo
prazo mais facilmente ao produzir o chamado Carrossel de Erro Constante (CEC)
pois cria um mecanismo capaz de induzir derivadas de valor constante próximo de 1
ao longo de diversas iterações quando as próprias barreiras são ativadas com valores
próximos de 1 fazendo com que a informação seja propagada por mais tempo que
em RNNs.

6.5. GPUs

As GPUs foram parcialmente responsáveis pela revolução em Deep Learning. Como
apresentado anteriormente, grande parte da matemática envolvida em redes neurais
profundas corresponde a cálculos de matrizes. As arquiteturas das GPUs permitem
em alguns casos acelerar algumas centenas de vezes a velocidade destes cálculos,
tornando viável a resolução de problemas no que se refere ao tempo.

Neste caṕıtulo iremos apresentar resumidamente a arquitetura das GPUs,
bem como uma breve introdução em como programa-las no ńıvel mais baixo de sua
arquitetura. Embora na maioria das vezes os usuários de deep learning não venham
a precisar entrar neste ńıvel, uma compreensão básica da arquitetura pode ajudar
nas buscas de otimizações ou na manipulação das bibliotecas, bem como entender
de onde vem a aceleração das GPUs.

6.5.1. Breve História

O termo GPU surgiu em 1999, quando a NVIDIA lançou a GeForce 256 e a ATI a
Radeon 7500. Estas duas placas gráficas passaram a se denominar processadores ao
invés de simples aceleradores, pois implementavam tarefas complexas do pipeline grá-
fico, incluindo estágios de iluminação, processamento de vértices e pixel. O pipeline
gráfico introduzido pelas GPUs recebeu o nome de pipeline de função fixa, pois todos
os algoritmos de transformação geométrica, iluminação e rasterização eram imple-
mentados diretamente no hardware e manipulados via APIs gráficas. A natureza
dos métodos numéricos do pipeline gráfico implicam uma resolução de cálculos de
vetores e matrizes.

Em 2001 surge o pipeline gráfico programável, possibilitando que o desen-
volvedor possa programar os estágios de vértice e de pixel do pipeline gráfico. Esta
programação passou a ser feita por programas denominados de shaders, que eram
funções invocadas pelas APIs gráficas em algum dos estágios do pipeline, possi-
bilitando que os mesmos pudessem ser customizados e alterados. O hardware das
placas desta época eram compostos por dois conjuntos de processadores, um con-
junto de processadores dedicados ao processamento dos vértices e o outro conjunto
de processadores de pixel. Neste momento percebeu-se que as GPUs eram poderosos
processadores para resolver métodos numéricos não atrelados ao pipeline gráfico, es-
pecialmente em casos onde operações matriciais eram intensas e grandes. Em 2006
finalmente foram lançadas as primeiras GPUs com arquiteturas unificadas: os pro-
cessadores de vértice e pixel passaram a ser um único processador mais genérico e
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com capacidade computacional mais abrangente. Desde então, a arquitetura CUDA
vem possibilitando que as GPUs possam encapsular milhares de processadores num
único dispositivo.

6.5.2. Arquitetura da GPU

A arquitetura da GPU é classificada como um modelo do tipo Single Instruction,
Multiple Threads (SIMT). Isto quer dizer que diversas threads executam a mesma
instrução a cada ciclo de clock. Além disso, no modelo de programação do CUDA, as
thread são organizadas em blocos, formando uma organização lógica das instâncias
do kernel. Na parte de hardware, as GPUs são organizadas em multiprocessadores
(SM - symmetric multiprocessors) idênticos [4], onde cada um dos SMs é composto
por centenas de cores, memórias e registradores. Estes valores dependem da arquite-
tura e geração da GPU.

A execução das threads envolve o escalonamento das mesmas em dois ńıveis:
no primeiro ńıvel, os blocos de threads são escalonados nos SMs; e, no segundo
ńıvel, as threads de cada bloco são escalonadas nos núcleos (cores). O número de
SMs pode variar de acordo com o modelo e geração da GPU. Muitas mudanças no
projeto de um SM foram feitas desde a primeira versão da GPU a fim de melhorar
a performance e o consumo de energia destes processadores.

Há um limite de threads que podem ser alocadas em uma GPU. Atualmente
o limite de threads por blocos é de 2048. Embora haja um limite de quantidade
de blocos, por ser um número muito grande (2.147.483.647), considera-se este como
infinito. Por fim, conceitualmente os blocos são agrupados formando uma grid.

A GPU tem diferentes ńıveis hierárquicos de memórias, cada um com capaci-
dade e velocidade de acesso diferente e são organizadas da seguinte forma:

- A memória global, que é a memória principal e pode chegar a uma capaci-
dade de 12GB na arquitetura Maxwell. Os dados contidos nesta memória podem
ser acessados por qualquer thread de qualquer bloco. Tem uma latência maior que
as demais memórias e os dados armazenados podem ser vistos por diferentes kernels
. A gerência desta memória, como alocação e desalocação, são feitas pela CPU.

- A memória compartilhada é uma memória de baixa latência e uma ve-
locidade de acesso muito rápida. Cada SM tem seu próprio espaço de memória
compartilhada e seu escopo é o do bloco, isto é, quando um bloco é desalocado de
um SM, seus dados são apagados.

- A memória local é chamada assim porque o seu âmbito é local para a thread
e não por causa de sua localização f́ısica. A memória local é off-chip, tornando o
acesso a ela tão caro como o acesso à memória global. Esta memória é acesśıvel
somente para uma thread espećıfica e os dados persistem apenas durante a execução
desta thread.

- A Memória de textura corresponde a uma memória só de leitura e em
cache. Ela é otimizada para localidade espacial 2D, permitindo que threads que estão
próximas possam usar a mesma operação de leitura para os dados correspondentes,
no caso de haver coalescência. Essa memória também é capaz de realizar interpolação
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de dados, operação t́ıpica na resolução de textura anti- aliasing.

- A memória constante também é armazenada temporariamente em cache e
seu acesso custa uma operação de leitura a partir do cache, caso seja evitado um
cache miss. É uma pequena memória, com capacidade de 64 KB na Kepler, por
exemplo.

A CPU é capaz de ler e escrever na memória global da GPU, sendo que este
processo ocorre através do barramento de dados PCI-EXPRESS. Toda a comuni-
cação entre o host (CPU) e o device (GPU) é feita através deste canal.

O escalonamento dentro de cada SM é feito em grupos de 32 threads. Assim,
32 threads consecutivas executam a mesma instrução. Ao fim da execução da última
instrução, outras 32 threads consecutivas são escalonadas. Este procedimento de
escalonamento é conhecido como warp. Neste sentido recomenda-se instanciar a
quantidade de threads em um bloco como sendo múltiplo de 32. O melhor padrão de
acesso à memória ocorre quando os dados da memória estão alinhados com as threads
de um warp, ou seja, o acesso é coalescente. No procedimento de escalonamento são
criados dois ı́ndices: um ı́ndice é referente ao bloco ao qual uma determinada thread
pertence e o outro é o ı́ndice da thread dentro do bloco que ela pertence. Como
32 threads de um mesmo warp executam as mesma instruções, uma importante
otimização é garantir que estas threads tenham o mesmo caminho de dados. Neste
sentido, se há divergência no fluxo de execução do código em uma ou mais thread
de um mesmo warp , algumas threads podem ficar ociosas, serializando a execução.
Chama-se a este fenômeno de divergência.

Em versões mais antigas do CUDA, só era permitido criar grids com o mesmo
kernel , ou seja, não existia a possibilidade de executar kernels concorrentes. Com o
lançamento da arquitetura FERMI, passou a ser posśıvel executar mais de um kernel
ao mesmo tempo. Contudo, apenas a arquitetura Kepler realmente implementa a
execução de kernels concorrentes a ńıvel de hardware. Kernels concorrentes são
escalonados internamente pela GPU e um SM pode executar apenas um mesmo
kernel. Na prática, isto significa que cada bloco pode ter apenas threads instanciadas
de um mesmo kernel e o kernel concorrente é escalonado em outro SM.

No lançamento da arquitetura Kepler foi introduzida a tecnologia Hyper-Q,
que permite diferentes programas ou threads de CPU dispararem diferentes kernels
em uma mesma GPU. Até então, quando um kernel era disparado, a GPU ficava
ocupada executando este kernel e não recebia outros kernels de outros programas ou
threads de CPU, sendo necessário um sincronismo por barreira para que uma grid
fosse finalizada antes de inicializar outra.

6.5.3. CUDA

Pode-se utilizar a GPU de diversas maneiras diferentes. Em alguns casos serão
usadas bibliotecas que se utilizam intensivamente da GPU para executar as suas
funções, como é o caso do cuDNN. Em outros casos, o ńıvel de abstração pode ser
maior ainda, onde serão usados frontends que por sua vez usam bibliotecas e que
por sua vez usam as GPUs, como é o caso do DIGITS. Entretanto, sempre que
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for necessário programar diretamente na GPU, é necessário utilizar sua linguagem
nativa, portanto CUDA ou OpenCL. Nesta seção estaremos focando em arquiteturas
NVIDIA, portanto arquiteturas baseadas em CUDA.

Aplicações desenvolvidas para GPUs envolvem partes de código em CPU e
partes de código para GPU, uma vez que as CPUs são responsáveis por gerencia-
mento das GPUs. Este gerenciamento consiste em alocação de memória, cópia de
dados e chamada do kernel. Após a computação da GPU, a CPU copia de volta os
dados da memória da GPU para a CPU. A comunicação (processo de cópia) ocorre
entre a memória principal da CPU e a memória global da GPU.

A arquitetura atual da GPU PASCAL é capaz de alcançar 11 TFlops em
processamento e possui largura de banda capaz de copiar até 720 GB por segundo
de dados da CPU para a GPU e vice-versa. Em outras palavras, é posśıvel copiar
até 56 bilhões de números ponto flutuante por segundo, o que é uma quantidade
de 65 vezes menor que a capacidade de processamento de pontos flutuantes por
segundo. Por esta razão, a otimização em minimizar o tráfego de dados de/para a
GPU é uma obrigação a fim de atingir o máximo de desempenho. O código de GPU
é basicamente uma função, que é chamada pela CPU. Esta função é chamada de
kernel e o código da figura 6.30 é um exemplo de “Hello world” em CUDA.

Figura 6.30: Código de um programa Hello World em CUDA.

A declaração que indica a função kernel é a declaração ”global”. Esta declaração
indica que a função é executada na GPU, sendo chamada pela CPU. Neste exem-
plo, nenhuma computação está sendo realizada, pois não há sentido em imprimir de
forma paralela várias mensagens de Hello world, o exemplo é para efeitos didáticos.

Ao chamar um kernel é necessário indicar quantas threads serão instanciadas.
Como já apresentado, há uma organização das threads em blocos e o total de threads
instanciadas é dado por: total de threads = quantidade de blocos x threads por
blocos. No exemplo do Código da figura , as threads são instanciadas na linha 7
através da sintaxe: KERNEL <1,1>, onde o primeiro parâmetro é o número de
blocos e o segundo indica o número de threads por bloco. Estes mesmos parâmetros
podem também serem interpretados como: o primeiro parâmetro indica a dimensão
do bloco, enquanto o segundo parâmetro descreve a dimensão do bloco.

O Código da figura 6.31 é um exemplo de aplicação que tem o objetivo
de somar dois valores, onde o kernel executa uma simples operação de soma na
GPU. Embora este exemplo ainda não aborde as questões inerentes ao paralelismo
da GPU, pois apenas instancia uma única thread, é um exemplo que apresenta um
importante estágio das aplicações de GPU que é a comunicação entre GPU e CPU.

O Código da figura 6.31, em linhas gerais, ilustra todos os estágios que
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Figura 6.31: código completo de um programa simples para somar dois valores na
GPU

ne volvem uma aplicação:

a. Definição do kernel (linhas 2 a 4);

b. Declaração das variáveis de GPU (linha 9). Como a GPU tem espaços
de memória diferente é necessário criar e alocar variáveis em espaços diferentes da
CPU;

c. Alocação da memória da GPU utilizada no kernel. A gerência da memória
da GPU é de responsabilidade da CPU. Portanto, tanto neste passo (alocação)
quanto no passo de desalocação, os comandos são executados pela CPU, conforme
linhas 13 à 15.O cudaMalloc tomará conta da referência para as variáveis declaradas
em (b);

d. Enviar dados da CPU para a GPU (linhas 21 e 22): função cudaMemcpy
irá transferir os dados da memória de CPU pra a GPU. Note que o último argumento
é usado para dizer em que direção ocorre a cópia, neste caso DeviceToHost;

e. Execução do Kernel (linha 25): o kernel será executado criando um número
total de threads equivalente a blocos x números de threads por bloco;

f. Enviar os dados de volta da GPU para a CPU (linha 29), usando novamente
a função cudaMemcpy;
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g. Liberar a memória da GPU (linha 29);

Como mencionado anteriormente, GPU computing é uma computação h́ıbrida
e deve tratar com pelo menos duas arquiteturas de hardware. Neste sentido, cada
hardware tem sua própria memória e sempre que se requer enviar uma tarefa de um
dispositivo para outro é necessário fazer a transferência de dados pelas memórias.
Transferir dados da CPU para a GPU é normalmente um dos gargalos dos programas
e deve ser minimizado. Num futuro próximo pretende-se que os sistemas tenham
apenas uma única memória, evitando a tarefa de transferência.

Os kernels de CUDA são lançados de forma asśıncrona em relação ao host.
Isto significa que uma vez chamado o kernel, a CPU está livre para continuar pro-
cessando o que vier na sequência. Entretanto, se logo após chamar o kernel a CPU
requerer resultados desta chamada, deve-se inserir um ponto de sincronismo, de
forma a esperar que a GPU entregue os resultados antes de usá-los. Esta tarefa é
feita usando o comando cudaDeviceSynchronize. Note que no código da figura 6.31
não há este ponto de sincronismo. Isto ocorre porque a função cudaMemcpy já inclui
uma sincronização dentro de sua implementação.

Finalmente, vamos incluir paralelismo no exemplo. Obviamente somar dois
números não é uma tarefa paralelizável, portanto vamos agora somar 2 vetores de
tamanho N. O código da Figura 6.32 mostra um kernel que faz esta tarefa.

Figura 6.32: Kernel para somar dois vetores de forma paralela.

Este kernel mostra uma palavra reservada importante em CUDA, chamada
threadIdx. Cada thread de um bloco irá receber seu ı́ndice individual. A atribuição
deste ı́ndice é feita pelo escalonador de warps e independentemente do número de
threads criados, tem tempo constante. Neste sentido, suponhamos que se desejem
criar N threads. De forma paralela, teremos a seguinte execução:

Thread 0: dc[0] = da[0] + db[0]

Thread 1: dc[1] = da[1] + db[1]

...

Thread N: dc[N] = da[N] + db[N]

Se o número de threads é menor que o número de núcleos dispońıveis em
cada bloco em execução, podemos dizer que a soma será feita numa única passada
na GPU. Entretanto, se o N for maior, uma fila de threads será criada e haverá listas
de threads para serem chamadas em warps distintos. Para somar o vetor de N, uma
maneira posśıvel de chamar o kernel seria:

VecAdd < < <1, > > >(da, db, dc);

Esta chamada cria um bloco, sendo que este possui N threads dentro. En-
quanto aqui já há um paralelismo ocorrendo, ainda estamos usando um número
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limitado de recursos, já que há apenas um bloco sendo usado, o que significa que
tudo está recaindo num mesmo SM. Há também outra limitação, que consiste no
número máximo de threads que se pode criar por bloco, sendo em algumas arquite-
turas 1024 e em outras (mais modernas) 2048. Isto significa que se o vetor tiver
mais do que esta quantidade de elementos, este kernel não poderá tratar o vetor.
Uma possibilidade seria em cada thread somar mais do que um elemento do vetor.
Mesmo assim, ainda estaŕıamos usando um só SM, portanto não usaŕıamos todos os
recursos da GPU.

Para um uso completo da GPU, é necessário criar também diversos blocos,
conforme a chamada de kernel abaixo:

VecAdd < < <K,L> > >(da, db, dc);

Neste caso estamos criando K blocos, cada um composto de L threads. Assim
sendo, o tamanho do Grid corresponde a N=L.L, que é o número de elementos do
vetor. Para fazer isto, é necessário realizar um pequeno ajuste no kernel, de forma
que os blocos sejam usados adequadamente para mapear partes distintas do vetor.
O código da Figura 6.32 mostra este kernel.

Figura 6.33: Kernel para somar dois vetores usando mais de um bloco.

O escalonador de warps cria L threads para cada bloco, de forma que cada
bloco tem o mesmo conjunto de números threadIdx para suas threads. Entretanto,
o escalonador atribui diferentes ı́ndices de blocos para cada bloco. Estes ı́ndices
podem ser compostos com os ı́ndices das threads para criar ı́ndices únicos para cada
elemento do vetor. Enquanto este kernel é mais eficiente que o apresentado anteri-
ormente, ainda há um problema a ser tratado, que é o caso de N não ser múltiplo
da tupla K,L. Suponha, por exemplo, que N=101. Neste caso, podeŕıamos atribuir
K=5 e L=21. Porém seriam criados 105 threads e para o caso do blocoIdx.x=4 e
threadIdx.x=20 teriamos um ı́ndice i=104, que levaria a um elemento do vetor que
não existe. Para evitar este problema, é comum colocar um condicional referente ao
ı́ndice calculado, conforme pode ser visto na figura 6.34

Figura 6.34: Kernel para somar dois vetores usando mais de um bloco.

É importante mencionar que nestes exemplos estamos usando a memória
global para armazenar os vetores. Enquanto esta memória é grande e capaz de
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ser acessada por qualquer thread de qualquer bloco, a mesma tem uma latência
grande e pode demandar bastante tempo para o código. A memória compartilhada
é uma alternativa eficiente para acesso a memória. Enquanto uma leitura de um
valor na memória global pode levar até 400 ciclos de máquina, um acesso memória
compartilhada pode requerer apenas 4 ciclos. A maior restrição presente na memória
compartilhada são o seu tamanho pequeno (96Kb na arquitetura Pascal) e pouca
persistência (quando um bloco termina de ser executado, os dados da memória
compartilhada são apagados, pois um nobo bloco irá entrar no SM). Entender como
funciona e como desenvolver programas com esta memória está além do propósito
deste texto, mas o leitor interessado pode ler mais em [Clua and Zamith 2015]

6.6. Ferramentas

Avanços em ferramentas e bibliotecas para o desenvolvimento de redes neurais pro-
fundas permitem a engenheiros, cientistas e entusiastas explorar soluções para di-
ferentes aplicações na área de Aprendizado de Máquina, tais como classificação de
imagens e v́ıdeo, processamento natural de linguagem e reconhecimento de áudio.
Essas ferramentas permitem que usuários treinem, desenvolvam e testem redes neu-
rais profundas utilizando todo poder computacional proporcionado pelas GPUs. As
bibliotecas de redes neurais profundas mais recentes apresentam uma forma de in-
teração em alto ńıvel onde o usuário deve se preocupar apenas com a modelagem da
rede, sendo transparentes ao usuário as etapas de mais baixo ńıvel de programação e
otimização computacional. Entre as bibliotecas mais populares encontram-se: Caffe,
CNTK, Tensor Flow, Torch e Theano.

Durante o minicurso será apresentada uma introdução à biblioteca Caffe [caf ]
e um estudo de caso será desenvolvido usando a ferramenta Digits NVidia DIGITS
[dig ]. O material da parte experimental está dispońıvel em:

http://www2.ic.uff.br/~gpu/learn-gpu-computing/deep-learning/

6.7. Outras considerações

Este caṕıtulo procurou apresentar conceitos fundamentais ao aprendizado profundo,
sem a pretensão de cobrir toda a área. Alguns temas importantes não foram a-
presentados ou detalhados, tais como técnicas de aprendizado não-supervisionado,
aprendizado por reforço, transferência de conhecimento, mecanismos de atenção,
redes generativas adversárias, dentre outros. Tal diversidade ilustra a abrangência
de inúmeras pesquisas na área e a importância que a mesma possui na indústria da
tecnologia. Embora haja uma grande proliferação de aplicações de redes profundas
nos últimos anos, boa parte da fundamentação vem sendo desenvolvida já há alguns
anos e deve ser consultada como embasamento e fonte de inspiração para novas
soluções. Dentro de sua limitação, este texto buscou ser um convite inicial ao leitor
que deseja se iniciar por tais investigações.
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